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Die Abteilung entwickelt mathematische Modelle und Bildanalysealgorithmen und setzt diese 

um in industrietaugliche Software, vorwiegend in der Produktion. Die Anwendungsgebiete 

umfasseninsbesondereanspruchsvolleOberflächenprüfungenundAnalysevonMikrostrukturen.

Auch die Beratung nimmt einen immer größeren Stellenwert ein, zum Beispiel zu Hardware bei 

derKonzeptionvonBildverarbeitungssystemenoderzurIntegrationzusätzlicherKomponenten

ineinbereitsbestehendesSystem,aberauchunabhängigeBeratungimBereichoptische

QualitätskontrolleoderbeiderEntwicklungvonAlgorithmik.

In den letzten Jahren war unser Schwerpunkt vor allem im Bereich Machine Learning in der 

BildverarbeitungfürProduktionundIndustrie.Methodenwiedas»DeepLearning«erfordern

einehoheAnzahlannotierterDaten,zumBeispielvondenineinerProduktionsanlagezufinden-

den Defekten. Nun sind aber in einer gut funktionierenden Produktion viele Bilder von fehler-

freienProduktenvorhanden,abernurwenigevonProduktenmitDefekten.Wirwählenhier

denWegderDatenaugmentierung–d.h.aufBasisderechtenFehlerdatenwerdenkünstliche

Fehlerdaten banken erzeugt.

EineandereLösungbestehtdarin,dieDefektemathematischzubeschreibenunddieSoftware

bzw. den Algorithmus das zugrundeliegende Modell automatisch lernen zu lassen. Schwierig 

istesauch,diePrüfschärfevoneinemaufMachineLearningbasierendenInspektionssystem

währendderProduktionzuändern,umz.B.bestimmteQualitätsniveauseinzustellen.Wirsetzen

deshalbhäufigHybrideausden»klassischen«parametrisierbarenVerfahren(Filter,Morphologie,

Kantendetektoren) und Machine Learning ein.
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SCHWERPUNKTE
■■ Oberflächen- und Materialcharakterisierung

■■ Qualitätssicherung und Optimierung

■■ Industrial Image Learning

■■ Virtuelle Bildverarbeitung

MATHEMATISCHE MODELLE UND BILDANALYSE
ALGORITHMEN FÜR DIE INDUSTRIE
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A B T E I L U N G S L E I T E R

Bildverarbeitung
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Industrielle Bildverarbeitung wird zur Qualitätskontrolle in vielen Produktionsumge-

bungen eingesetzt. Methoden des Machine Learning spielen bei der automatisierten 

Fehlererkennung schon lange eine Rolle; heutzutage tragen sie auch dazu bei, den 

anpassungsintensiven Teil der Bildverarbeitung zu automatisieren.

MACHINE LEARNING FÜR DIE PRODUKTION

1  Schrittweises Vorgehen 

bei der Qualitätskontrolle 

in der Oberflächeninspek

tion ungelabelter Bilder 

(hybrider Ansatz)

2  Für die Holzinspektion 

ist ein MachineLearning

Verfahren unabdingbar: 

Hier müssen nicht nur De

fekte gefunden, sondern 

auch einzelne Dekore er

kannt und überprüft 

 werden.

1

InderklassischenindustriellenBildverarbeitungversuchtmanzunächst,dieBildaufnahmeopti-

mal auf Fehler und Produkt abzustimmen, um die Fehlerdetektion zu vereinfachen. Mittels Bild-

verarbeitungwirdzunächstdasBildverschiedentlichmathematischtransformiert,umpoten-

zielle Fehlerregionen hervorzuheben und anschließend zu segmentieren. Im Anschluss daran 

werden diese Fehlerregionen zur Beurteilung des Gesamtobjektes genutzt. 

Hybride Lösung für Fehlerdetektion und Einteilung in Qualitätsklassen

DasfinaleZielistmeistdieSortierungderTeileinverschiedeneQualitätsklassenunddieLokali-

sierungderentsprechendenIndikatoren/Defekte.WährenddieBeurteilungderpotenziellen

FehlerregionenfastimmermittelsMachineLearningerfolgt,werdenfürdieExtraktionderRe-

gionenselbstklassischeBildverarbeitungsverfahrenangewendet–wieetwaGlättungdurch

verschiedeneFilter,Segmentieren,Kantendetektion,morphologischeOperationen.MitErstarken

desMachineLearning,spezielldesDeepLearning,wächstderWunsch,diesenanpassungsinten-

sivenTeilderindustriellenBildverarbeitungstärkerzuautomatisieren.Vollständigautomatisier-

te Systeme erfordern eine große Anzahl annotierter Daten. Da aber meist im laufenden Betrieb 

gearbeitet wird, ist es nicht möglich, gezielt Fehlerklassenbeispiele zu produzieren; auch ist das 

manuelleAnnotierenzeitaufwändigundteuer.ZudemgibtesseltenauftretendeFehlerklassen

mitnursehrwenigenRepräsentanten.InsgesamtexistierenwesentlichmehrGut-alsSchlecht-

Beispiele.DieSpezifikationvonDefektenundderenKlassifikationändertsichimLaufeeines

Projektes;dasführtzuraufwändigenAnpassungen.

Wir setzen deshalb parametrierbare Methoden der Bildverarbeitung ein und kombinieren diese 

mitmodernenLernverfahren.ModellannahmenwerdendabeizurEinbringungvonVorwissen

fürdieSegmentierunggenutzt,maschinellesLernenzurDetektionauffälligerRegionen.Eine

andere Lösung ist es, die Defekte mathematisch zu beschreiben und dann dieses Modell zu lernen. 

SokönnenDefektedurchbestimmteFeaturesbeschriebenwerden(z.B.dieForm/dasAussehen

durch morphologische Merkmale) und dann mit passenden Filtern genau diese Defekte aus den 

Bildernextrahiertwerden.InderPraxisbedeutetdiesu.a.,dasszujedemFeatureentsprechende

Filter implementiert werden.
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1  Optisch aufbereitet sehen 

die einzelnen Proben wie 

in dieser Abbildung aus. 

Durch eine Aufbereitung 

der Daten mittels Struktur

sensor wurde die Erken

nungs rate massiv verbessert.

2  Im Histogramm ist gut 

zu sehen, wie das System 

verschiedene Messungen 

der gleichen Probe (grün) 

zu  einem Cluster zusam

menfasst. Gleiches gilt für 

 Messungen verschiedener 

 Proben (rot).

1

DieOptimierungvonQualität,ProduktivitätundKostenhängtdavonab,obeinProduktjeder-

zeiteindeutigidentifizierbarundlokalisierbarist,damitderProduktionsvorgangautomatisiert

werdenkann.BishergenutzteObjektkennzeichnungen–wiebeispielsweiseEtiketten,Barcodes,

IC-ChipsoderandereIdentifikations-Tags–sindnurbedingtgeeignet,dasienichtdauerhaft

undunbeschädigtaufdemPrüfobjektverbleiben.

WirnutzenimProjektINSITUeinVerfahrenderzerstörungsfreienPrüfung,umdasBauteilan-

handvonMerkmalenausdemBauteilinnerenzuidentifizieren.SolchesensorischenVerfahren

werdenoftfürdieQualitätsprüfungeingesetzt.DurchgroßeVersuchsreihenkonntenwirfest-

stellen,dassbestimmteWerkstoffeigenschafteneineeindeutigeIdentifikationermöglichen.

DieKombinationmehrererVerfahrenermöglichtdieBauteilidentifikationfürverschiedenemetal-

lischeWerkstoffeundverschiedeneBauteiltypen.DiegewonnenenIdentifikationsdatenwerden

in einem Merkmalsraum gespeichert und stellen das Bauteil als eindeutiges Individuum dar.

Maschinelles Lernen der Werkstoffeigenschaften

DieErfassungcharakteristischerInformationenausdemBauteilinnerenwurdealgorithmischmit

TechnologiendesmaschinellenLernensverknüpft,umdiefürdieeindeutigeIdentifikationdes

BauteilsrelevantenInformationenzuermitteln:DurchdieverwendetenSensorenerhältman

eine Art Bild aus dem Inneren des jeweiligen Bauteils. Maschinelles Lernen erfordert aber auch 

eineumfangreicheAnnotationvonTrainingsdaten.FürjedenDatensatzwerdendaruminhalts-

beschreibendeAttributeerzeugtunddieseDatenbankfürdasTrainingeinesspeziellenneuro-

nalen Netzes verwendet. Der Deep-Learning-Algorithmus kann anhand der abstrakten Merkmale 

indenWerkstoffdateneineeindeutigeIdentifikationvornehmen.SolässtsichnachjedemArbeits-

schrittinderProduktionderVorgängereinesWerkstoffsfeststellen.

InKooperationmitFraunhoferIZFPundFraunhoferIWUentwickelnwireinindustrietaugliches

SensorsystemfürdieBauteilidentifikationbeiderBlechumformung,inklusiveeinescloudbasierten

DatenmanagementsystemszurVerwaltungundRückverfolgungproduktbezogenerDaten.

BAUTEILE ANHAND INTRINSISCHER MERKMALE 
IDENTIFIZIEREN UND RÜCKVERFOLGEN

Ein Bauteil mit seinen individuellen Merkmalen zu jedem Zeitpunkt der Verarbeitung 

zu identifizieren und zurückverfolgen, das ist Voraussetzung für viele prozessbeein-

flussende Entscheidungen in der Produktion. Im Projekt INSITU nutzen wir dafür ein 

neues Verfahren, welches sich die Kenntnis von Merkmalen im Bauteilinneren zunutze 

macht.
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Moderne Werkstoffe wie Gasdiffusionsschichten für Brennstoffzellen, Elektroden für 

Lithium-Ionen-Batterien, Filtermedien oder keramische Werkstoffe mit aktiven Kom-

ponenten haben komplexe, multiskalige Strukturen, die das makroskopische Material-

verhalten hochgradig beeinflussen. 3D-Bilder der Strukturen ermöglichen ein tieferes 

Verständnis, wie Struktur und Eigenschaften zusammenhängen. Mit neuen Deep-

Learning-Methoden tragen wir zu diesem Verständnis bei.

DEEP LEARNING FÜR DIE 3DREKONSTRUKTION HOCH
PORÖSER STRUKTUREN AUS FIBREMBILDSTAPELN

1 REMBild einer nanopo

rösen ZirkondioxidProbe

2 Skizze der genutzten 

 UNet3DArchitektur; die 

grauen Kästchen stellen 

Convolutional Layer dar, 

denen einer BatchNorma

lisation folgt und mit ReLU 

aktiviert werden.  

rot: MaxPoolingLayer; 

blau: entsprechende Up

SamplingLayer;  

gelb: Convolutional Layer 

mit SoftMaxAktivierung

AufderNanoskalakönnenStrukturenimBereich5–100nmdurchdieFIB-REM-Serienschnitt-

technikdreidimensionalabgebildetwerden.MithilfeeinesfokussiertenIonenstrahls(Focussed

IonBeam,FIB)wirddiezuuntersuchendeStrukturpräzisegeschnittenunddieSchnittfläche

anschließendmitdemRasterelektronenmikroskop(REM)abgebildet.DieOberflächewirdweiter

abgetragen,dieSchnittflächewiederabgebildet.MehrereHundertSchnittbilderergebeneinen

Volumendatensatz.

Durchscheinartefakte erschweren die Rekonstruktion 

BeihoherPorositätentsprichtdieausden2D-Schnittenrekonstruierte3D-Strukturjedochnicht

derrealenStruktur,dadieeinzelnenREM-BildernichtnurdietatsächlichenSchnittflächen

zeigen.DiehoheTiefenschärfedesREMlässtdurchdiePorenauchStrukturbereichedahinter

sichtbarwerdenundgenausohellerscheinenwiedieaktuelleSchnittfläche.DiesenEffekt,

dass feste Strukturen durch die Poren aus tieferen Schichten sichtbar sind, nennt man Durch-

scheinartefakt.DieRekonstruktionder3D-StrukturundderenquantitativeAnalysesinddes-

halbfürporöseStruktureneineHerausforderung.MehrereRekonstruktionsverfahrensindu.a.

amITWMentwickeltworden.Siesindjedochnachwievormaßgeschneidertfürbestimmte

StrukturenundKontrastverhältnisse,nichtleichtzuparametrisierenundanfälligbeitypischen

AbbildungsartefaktenwieStreifendurchdasSchneidenoderAufladungimFallnichtleitender

Materialien.

Deep Learning als Lösungsansatz für komplexe 3DSegmentierungsaufgaben 

MachineLearningwirdimmeröfterfürdieLösungkomplexerSegmentierungsaufgaben,auch

in3D-Bildern,eingesetzt.ConvolutionalNeuralNetworks(CNN)benötigenallerdingsfürdie

Trainingsphasevielekorrektsegmentierte(hierrekonstruierte)Bilder.GeradeinunseremFallist

aber die Bildgewinnung teuer. Außerdem ist es schwierig, interaktiv korrekt zu segmentieren, 

weilauchderMenschMühehat,durchscheinendesvonechtemMaterialzuunterscheiden.

Softmax

Dropout

Encoder Bottleneck Decoder
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Wir haben deshalb ein CNN (U-Net3D) mit ausschließlich synthetisch erzeugten FIB-REM-Bildern 

trainiert. U-Net3D besteht aus zwei Pfaden, wobei der erste – der Encoder – einem klassischen 

CNN ähnelt und alle Convolutional Layer mit Rectified Linear Unit (ReLU) aktiviert werden. Dieser 

Encoder wird zur Erfassung des Bildkontextes verwendet, indem mehrere Convolutional Layer 

gefolgt von einer Batch-Normalisation und abwechselnd mit Pooling-Layer zur Down-Sampling 

der Feature-Map ausgeführt werden (siehe Abbildung 2). Die ReLU-Layer lassen den Eingabe-

wert unangetastet, wenn er positiv ist, und geben ansonsten Null zurück. Pooling-Layer werden 

eingeführt, um die Größe jeder Feature Map durch Down-Sampling mithilfe nichtlinearer Funkti-

onen zu reduzieren. Batch-Normalisation-Layer skalieren die Werte der Feature Map so, dass 

sie im statistischen Sinne vergleichbar und standardisiert sind.

Rekonstruktion der Segmentierung aus der FeatureMap

Sobald die dünnste Schicht – der Flaschenhals des Netzwerks – passiert ist, expandiert der 

symmetrische zweite Pfad die Feature Maps wieder. Im Bottleneck wird ein Dropout-Layer mit 

einer Wahrscheinlichkeit von 0,5 als indirekte Augmentierung verwendet. Der expandierende 

Pfad ermöglicht die präzise Lokalisierung in den ursprünglichen Bilddimensionen, indem Up-

Sampling-Layer anstatt Pooling-Layer verwendet werden und der Output mit dem entsprechen-

den Layer im Encoder verknüpft wird. Schließlich wird ein zusätzlicher Convolutional Layer mit 

Soft-Max-Aktivierung angewendet, um Wahrscheinlichkeiten der Klassenzugehörigkeit zu er-

halten. Abbildung 2 enthält eine Skizze unserer Architektur einschließlich der Anzahl der Layer.

Training mit synthetisch erzeugten Bildern

WirerzeugenalsoeineGeometrie,z.B.ausüberlappendenKugeln.DiesesKugelsystemwird

direktdiskretisiert.Dassoentstandene3D-BildistsofortalsGrundwahrheitverfügbar.Zuman-

derenwirdeinStapelvonREM-Bildernphysikalischkorrektsimuliert.Abbildung3 zeigt zwei 

BeispielefürsynthetischeREM-BilddatenvonRealisierungenstochastischerGeometriemodelle.Mit

diesenDatentrainiertdasCNNzuentscheiden,welchePixeltatsächlichzumVordergrundgehö-

ren, also zum Material. Wir haben dann diesem ausschließlich auf synthetischen Daten trainierten 

CNNFIB-REM-StapelrealerStrukturenvorgelegt.ZweirealeDatensätzehatesgenausogutwie

die besten maßgeschneiderten klassischen Methoden segmentiert. In Abbildung 4istdasRekons-

truktionsergebnisdestrainiertenModellsfürdienanoporöseZirkoniumdioxid-Probeabgebildet.

DasnächsteEntwicklungszielbestehtdarin,dasCNNanhandsynthetischerFIB-REM-Bildervie-

ler verschiedener Strukturen zu trainieren. Dieses CNN könnte dann auch neue, unbekannte 

Strukturen korrekt segmentieren. 

3 Beispiele für syntheti

sche REMBilddaten von 

Realisierungen stochasti

scher Geometriemodelle; 

links zufällige Packung von 

Zylindern und rechts Cox

BooleschesModell von 

 Kugeln

4 Rekonstruktionsergebnis 

des trainierten Modells für 

die nanoporöse Zirkondi

oxidProbe;  

grün: korrekt segmentierte 

Vordergrundpixel (True 

 Positiv);  

gelb: falsch als Vorder

grund klassifizierte Pixel 

(False Positiv);  

rot: falsch als Hintergrund 

 klassifizierte Pixel (False 

Negativ)
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BV FÖRDERT STEMGAMES

GelerntesWisseninTeamarbeitanrealistischenSzenarienanwendenundkomplexeProbleme

lösen? Miteinander arbeiten und voneinander lernen? Sich nicht nur geistig, sondern auch kör-

perlichauspowernunddenTeamspiritstärken?DasistdieIntensionderSTEM-Games,dieAn-

fangMai2019inPorec,Kroatien,stattfanden.AuchdieAbteilungBildverarbeitungwarals

PartnerdiesesinternationalenRecruitingEventssowohlinderJuryalsauchmitMentorenver-

treten.IndemWettbewerbfürStudierendeausdenMINT-Bereichen(Mathematik,Ingenieurs-

wesen,Naturwissenschaft,Technik)bewältigendieTeamsinvierArenenkomplexeAufgaben-

stellungen. Neben dem wissenschaftlichen Wettbewerb treten sie auch in neun verschiedenen 

sportlichen Disziplinen gegeneinander an. 

BV AUF DER CONTROL 

AufderFachmesseControlstelltedieAbteilungihrOberflächen-InspektionssystemmitRoboter-

gestützterBahnplanungvor;eshatmehrereSchnittstellenfürdieBildaufnahme,untersucht

dasBauteilundleistetdenAbgleichmitdemCAD-ModellsowiedieVisualisierungdieses

CAD-Modells.DarüberhinausbeinhaltetesdieAlgorithmenzurautomatischenBerechnung

vonScanpfaden.DieVisualisierungdesCAD-ModellswirdjenachScanpfaddesRobotersund

DrehungderRotationseinheitsukzessivemodifiziert,sodassdiebereitsgeprüftenBauteilregio-

nensichtbargekennzeichnetwerden.DieserleichtertbesondersdiePrüfungvonBauteilenmit

komplexenGeometrien.

ZUSAMMENARBEIT MIT OIKON

ImOktoberunterzeichnetendasFraunhoferITWMundOikon,einführendesInstitutaufdem

GebietderangewandtenÖkologieinKroatienundOsteuropa,einMemorandumofUnder-

standing;damitbesiegelndieihrenachhaltigeZusammenarbeit:VorallemimBereichBildverar-

beitungsowieRaum-undUmweltanalysekombinierensieihrejeweiligeExpertise,umgemein-

samProjektedurchzuführen.
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